INSTITUTO FEDERAL DE EDUCACAO, CIENCIA E TECNOLOGIA DE MINAS
GERAIS

CAMPUS OURO PRETO

Marco Antonio do Nascimento

Previsdo de AcOes Brasileiras utilizando Redes Neurais LSTM e modelo GARCH

Trabalho de Conclusdo de Curso

Ouro Preto

2024



MARCO ANTONIO DO NASCIMENTO

Previsdo de AcOes Brasileiras utilizando Redes Neurais LSTM e modelo GARCH

Trabalho de Conclusdo de Curso apresentado ao curso de
ESPECIALIZACAO EM INTELIGENCIA ARTIFICIAL, ofertado
pelo Instituto Federal de Educacdo, Ciéncia e Tecnologia de Minas Gerais
- Campus Ouro Preto, como parte dos requisitos para a obtencéo do titulo de
ESPECIALISTA EM INTELIGENCIA ARTIFICIAL.

Orientadores: Prof. Dr. Carlos Alexandre Silva - IFMG Campus Sabara - Orientador
Prof. Dr. Carlos Alberto Severiano Junior - IFMG Campus Sabaréa - Coorientador

Ouro Preto

2024



N244p Nascimento, Marco Antonio do.
Previs&o de ac¢bes brasileiras utilizando redes neurais LSTM e modelo
GARCH [manuscrito] / Marco Antonio do Nascimento. — 2024.
32f. 1l

Orientador: Carlos Alexandre Silva.

Coorientador: Carlos Alberto Severiano Junior.

Trabalho de Concluséo de Curso (especializagdo) — Instituto Federal
de Minas Gerais. Campus Ouro Preto, 2024.

1. Redes neurais (Computacdo). 2. Long Short-Term Memory
(LSTM). 3. Acgbes (Financas). I. Silva, Carlos Alexandre. 1. Severiano
Junior, Carlos Alberto Ill. Instituto Federal de Minas Gerais. Campus
Ouro Preto. IV. Titulo.

CDU: 004.8

Catalogacdo: Kelly Cristiane Santos Morais - CRB-6/3217



SECRETARIA DE EDUCACAO PROFISSIONAL E TECNOLOGICA
INSTITUTO FEDERAL DE EDUCACAO, CIENCIA E TECNOLOGIA DE MINAS GERAIS
Campus Ouro Preto
Diretoria de Pesquisa, Inovacao e Pds-Graduacao
Coordenacao do Curso de Pés-graduacédo em Inteligéncia Artificial
Rua Pandia Caldgeras, 898 - Bairro Bauxita - CEP 35400-000 - Ouro Preto - MG
- www.ifmg.edu.br

FOLHA DE APROVACAO

Marco Antbnio do Nascimento

PREVISAO DE AGOES BRASILEIRAS UTILIZANDO REDES NEURAIS LSTM E
MODELO GARCH

Trabalho de Conclusdo de Curso apresentado ao curso de
ESPECIALIZACAOEM INTELIGENCIA ARTIFICIAL, ofertado
pelo Instituto Federal de Educacdo, Ciéncia e Tecnologia de Minas Gerais
- Campus Ouro Preto, como parte dos requisitos para a obtencéo do titulo de
ESPECIALISTA EM INTELIGENCIA ARTIFICIAL.

Aprovado em 03 de dezembro de 2024, pela Banca Examinadora:

Prof. Dr. Carlos Alexandre Silva - IFMG Campus Sabara - Orientador

Prof. Dr. Carlos Alberto Severiano Junior - IFMG Campus Sabara - Coorientador
Prof. Dra. Sabrina Moreira de Oliveira - IBMEC

Prof. Dr. Johnatan Alves de Oliveira - UFLA

Ouro Preto, 03 de dezembro de 2024.

sel g

eletrénica

Documento assinado eletronicamente por Carlos Alexandre Silva, Professor
EBTT, em 15/12/2024, as 17:25, conforme Decreto n® 10.543, de 13 de novembro de
2020.

Documento assinado eletronicamente por Carlos Alberto Severiano
Junior, Professor, em 16/12/2024, as 07:10, conforme Decreto n® 10.543, de 13 de
novembro de 2020.

1
SeIk
assinatura L
eletronica




Documento assinado eletronicamente por Johnatan Alves de Oliveira, Usuario
Externo, em 16/12/2024, as 10:29, conforme Decreto n® 10.543, de 13 de novembro
de 2020.

1
SEE o
assinatura
eletronica

Documento assinado eletronicamente por Sabrina Moreira de Oliveira, Usuario
Externo, em14/02/2025, as 09:19, conforme Decreto n® 10.543, de 13 de novembro
de 2020.

1
SEE o
assinatura
eletronica

r;'sq'.*"; 41 A autenticidade do documento pode ser conferida no site

* ] 'l';'_-= 1 https://sei.ifmg.edu.br/consultadocs informando o codigo verificador 2125228 e o
B e na = codigo CRC 3E71C39C.

[mlEii Pl

23213.003074/2024-83 2125228v1



RESUMO

O proposito deste trabalho é estimar o comportamento dos precos diarios das principais a¢oes
do mercado de agdes brasileiro no periodo entre 2000 e 2024, a partir de dois modelos: um
modelo de Redes Neurais LSTM e um modelo Hibrido onde se insere a estimacdo de
volatilidade GARCH junto ao modelo LSTM, denominado GARCH-LSTM. Como resultados,
pode-se afirmar que o comportamento dos precos das séries financeiras examinadas foi
adequadamente estimado tanto pelo modelo LSTM quanto pelo modelo LSTM/GARCH. No
que tange a escolha do modelo ideal, verificou-se que a maior parte das acGes analisadas,
apresentaram melhores resultados de estimacéo junto ao modelo GARCH-LSTM indicando que
ao se inserir a estimacdo de volatilidade no modelo, ha uma melhora na previsdo do

comportamento dos precos de agoes.

Palavras-Chave: Redes Neurais. LSTM. Volatilidade. GARCH. Mercado Acionario. Risco



ABSTRACT

The purpose of this study is to estimate the daily price behavior of the main stocks in the
Brazilian stock market during the period from 2000 to 2024 using two models: an LSTM Neural
Network model and a Hybrid model that incorporates GARCH volatility estimation into the
LSTM model, referred to as GARCH-LSTM. The results indicate that the price behavior of the
analyzed financial series was adequately estimated by both the LSTM model and the
LSTM/GARCH model. Regarding the choice of the ideal model, it was found that for most of
the analyzed stocks, the GARCH-LSTM model provided better estimation results, suggesting
that incorporating volatility estimation into the model improves the forecasting of stock price

behavior.

Keywords: Neural Networks. LSTM. Volatility. GARCH. Stock Market. Risk



1. INTRODUCAO

A decisdo de investir, seja num projeto de neg6cio ou mesmo num ativo financeiro, passa pela
ideia de saber a rentabilidade do investimento frente a uma probabilidade de desempenho. Deste
modo, 0s principios econdémicos tém em sua esséncia o processo de tomada de deciséo, de modo

a satisfazer os interesses de cada individuo.

Devido a gama de informacdes disponiveis a respeito do mercado de capitais nos ultimos anos,
diversas técnicas de aprendizado de maquina foram desenvolvidas com o objetivo de coleta,
andlise e previsdo do comportamento dos precos do mercado de acdes (FARIA, 2018). Tais
técnicas dependem em sua esséncia dos hiperparametros, que sdo varidveis de treinamento
definidas manualmente e determinadas antes do treinamento do modelo. Uma das técnicas mais
utilizadas é a rede neural recorrente do tipo LSTM (Long Short-Term Memory), que, por ser
recorrente, permite, a cada passo no sentido direto, ndo apenas o calculo de uma previsao final
cujo erro sera minimizado, mas também a propagacdo de informacGes entre os passos. Dessa
forma, em cada iteracdo, a rede combina informagbes do dado atual com dados anteriores,
possibilitando a compreensao de relagdes temporais entre os diferentes dados de entrada. Nesse
tipo de rede, os processos de propagacéo direta e retropropagacao do erro (backpropagation)
sdo mantidos e comumente utilizam hiperparametros de ativacdo (como Sigmdide, Tanh e
Softmax), otimizacdo (como Adam, Adadelta e RMSprop), tamanho, nimero de periodos,
namero de camadas ocultas, dentre outros. Dessa forma, ao se utilizar o modelo LSTM para se
prever o comportamento dos precos de uma série temporal financeira, diversas configuracdes

podem ser testadas e comparadas para otimizar o0 modelo.

Doravante, o mercado enfrenta naturalmente certa instabilidade ocasionada por fatores
econémicos, politicos e sociais, fazendo com que os precos dos ativos financeiros sofram
oscilagdes, denominada volatilidade. Segundo Bressan e Lima (2002), uma das alternativas
para se reduzir a incerteza no processo de tomada de decisdes econémicas € a utilizacdo de
modelos de previsdo de séries temporais. Tais modelos sdo construidos a partir de processos
estocésticos que buscam estimar uma determinada varidvel com base na estrutura de correlacdo
de seus valores passados. No &mbito econdmico, a reducdo de incerteza é de especial
importancia principalmente para os agentes financeiros inseridos num mercado de capitais cada

vez mais globalizado e que esta constantemente sujeito a disturbios irregulares.



Dada a importéncia de se prever o comportamento dos precos de ativos financeiros, muitas
abordagens desta previsdo foram propostas na literatura, como nos estudos de Hansen e Lunde,
2005 e Wilhelmsson, 2006; e, apesar da volatilidade constituir uma ferramenta bastante
utilizada pelos investidores para a mensuracdo de risco, sua estimativa leva a algumas

dificuldades e requer precaucdes frente a sua interpretacao.

Desta forma, o presente estudo tem o proposito de abordar dois instrumentos utilizados para a
estimacdo de ativos financeiros, um com viés da inteligéncia artificial, especificamente o
modelo de redes neurais LSTM de 15 variaveis, e outro no qual é adicionada ao modelo LSTM
uma variavel com viés estatistico que € a estimacdo da volatilidade desses ativos através do
modelo GARCH, admitindo que a volatilidade do passado também pode influenciar a estimacéo
do preco das acgdes para o futuro. Assim, tem-se como base de dados as ac¢des brasileiras que
possuem, em maio de 2024, mais de 1% de participacdo no mercado, totalizando 21 empresas,

cujo periodo de analise esta compreendido entre os anos de 2000 e 2024.

Os resultados encontrados foram sugestivos e apontaram que um modelo do tipo GARCH-
LSTM, que incorpora termos de volatilidade condicional ao modelo de redes neurais, seria mais

apropriado para se prever o comportamento dos precos da maioria das 21 agdes analisadas.

Ademais, este trabalho pretende fornecer ao investidor informacdes capazes de ajuda-los na
tomada de decisdo, principalmente no que tange a reacdo e persisténcia de volatilidade advindas
de choques aleatorios originados por questdes que afetam de certa forma o mercado de acdes,

como questdes politicas, econdmicas ou sociais.

2. REFERENCIAL TEORICO

2.1.Modelo GARCH

Em financas, segundo Enders (2014), a volatilidade é geralmente entendida como uma medida
estatistica que aponta a frequéncia e intensidade das oscilagdes nos precos dos ativos num
determinado periodo. Isso faz com que ela possa ser usada para mensurar o risco de um

investimento. Como a volatilidade da série dos retornos de ativos financeiros é considerada



instavel ao longo do tempo, novos modelos especificos para séries temporais financeiras

tendem a ser aplicados.

A luz deste desafio, 0 grande avanco para descrever estas séries foi o desenvolvimento de
modelos com heteroscedasticidade condicional autorregressiva (ARCH). A principal diferenca
entre essa abordagem e a analise classica de séries temporais é a modelagem da variancia
condicional, em funcdo da quantidade de informacGes disponiveis. Através do trabalho
revolucionario de Engle (1982), a andlise da volatilidade dos dados do mercado financeiro

recebeu um impulso decisivo.

Outro marco, neste campo, representa a generalizacdo do modelo de Engle (1982), denominado
GARCH (Generalized Autoregressive Conditional Heteroskedasticity), desenvolvida por
Bollerslev (1986), que criou as condi¢Bes para uma aplica¢do pratica com a transferéncia do
principio da parciménia de Box e Jenkins para o modelo. Com este propdsito, de acordo com
Engle (2001), os modelos ARCH e GARCH enxergam a heteroscedasticidade ndo como um
problema a ser corrigido, mas sim como uma variancia a ser moldada, resultando numa previsao

calculada para a variancia de cada termo de erro.

Bollerslev (1986) descreveu os pardmetros da variancia condicional de forma reduzida, de
modo a aplica-lo mais facilmente na previsdo do risco de séries financeiras. Esta previsao,
entdo, tem fundamental importancia, visto que a variavel dependente € o retorno sobre um ativo
ou carteira e a variagdo do retorno representa o nivel de risco desses retornos.
Bollerslev (1986) desenvolveu uma técnica que permite que a variancia condicional seja um
processo ARMA e o erro passa a ser descrito como:

& = Ve e, 1)
onde

%, =1, (1.1)

q (1.2)
hy = ag+ Z a;e%_;
i=1

p
+ Z Biht—
=1
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em que q representa a ordem do processo autorregressivo e p representa a ordem do processo
de médias mdveis. Usando operadores lag e polinomiais, a equacao (1.2) também pode ser

expressa da seguinte forma:

he = ag+ A(L)a;&? (1.3)
+ B(L)h;
onde
p=0eq >0,

ap>0;a,20;i=1,..,q
B;=20i=1,..,q

O modelo GARCH (1,1) foi escolhido para este estudo devido a sua simplicidade e eficacia
comprovada em diversas aplicacdes financeiras. Segundo Bollerslev (1986), por exemplo, o
GARCH (1,1) e particularmente facil de manusear e superior a outros modelos financeiros de
séries temporais. Além disso, Wilhelmsson (2006) demonstrou o poder preditivo do GARCH
(1,1) através dos retornos do indice S&P 500. Hansen e Lunde (2005) também ndo encontraram
evidéncias de que o GARCH (1,1) seja superado por modelos mais sofisticados,

desconsiderando efeitos de alavancagem.

No entanto, é importante reconhecer que existem variantes do modelo GARCH, como o
EGARCH e 0 TGARCH, que podem capturar assimetrias na volatilidade. O EGARCH, por
exemplo, permite que a volatilidade responda de forma diferente a choques positivos e
negativos, enquanto o TGARCH modela a volatilidade de forma que chogues negativos tenham

um impacto maior do que choques positivos de mesma magnitude.

2.2.Redes Neurais LSTM

Nos ultimos anos, profissionais do mercado tém recorrido ao aprendizado de maquina e ao
aprendizado profundo para melhor compreender a dindmica do mercado e, em alguns casos, até
mesmo criar sistemas de negociagdo automatizados baseados nesses algoritmos. Como o
GARCH continua sendo o principal modelo utilizado para a previséo de volatilidade de ativos
financeiros, como descrito por Hansen e Lunde (2005) que em seus estudos ndo encontraram
evidéncias de que o modelo GARCH (1,1) seja superado por modelos mais sofisticados,

desconsiderando efeitos de alavancagem, novos métodos de aprendizado profundo, como
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LSTM, podem ser utilizados conjuntamente com 0 GARCH para se estimar o comportamento
dos precos de séries temporais financeiras.

De acordo com Hochreiter e Schmidhuber (1997), a Long Short-Term Memory (LSTM) é uma
variante de uma rede neural recorrente comumente usada para previsdes de series temporais, a
fim de lidar com o problema do gradiente que se verifica nas RNNs tradicionais. As LSTMs
sdo frequentemente usadas para certos problemas de Processamento de Linguagem Natural, j&
que uma série de sentencas pode ser vista como uma série temporal com algum grau de
autocorrelacdo, uma vez que as palavras geralmente dependem das palavras anteriores e

posteriores a elas.

Para esse fim, segundo Hochreiter e Schmidhuber (1997), uma unidade LSTM contém uma
célula de memdria, juntamente com portas de entrada e saida para controlar o fluxo de
informacdes para dentro e para fora da unidade LSTM. Uma versdo moderna da LSTM,
desenvolvida por Gers, Schmidhuber e Cummins (2000), inclui uma “porta de esquecimento”,
gue permite que a rede aprenda a descartar informacdes que ndo sao mais relevantes no processo
de previsao. Isso impede que o estado da célula cresca indefinidamente, o que pode levar a
problemas de sobrecarregamento de memodria e dificuldades no aprendizado a longo prazo.
Outra variante, demonstrada por Chung et al. (2014), chamada Gated Recurrent Unit (GRU),
ndo possui uma porta de saida. Abaixo pode ser observada a diferenca entre um modelo de rede

neural recorrente (a), um modelo LSTM (b) e um modelo GRU (c):

) wsmmoo. (1) p— Q
SBS° 2 - S o 1
© © ®

Figura 1: Modelos de redes neurais
Fonte: Adaptado de Chung et al. (2014)

Como discutido acima, a capacidade das LSTMs de lidar com séries temporais que apresentam
volatilidade inconsistente, mostra que esse modelo pode ser utilizado para a previsdo de séries
temporais de ativos financeiros. Sang e Di Pierro (2018) usaram a LSTM para prever séries

temporais financeiras no mercado de a¢des, usando tanto entradas de analise de séries temporais
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tradicionais como métricas de andlise técnica como caracteristicas. Xiong, Nichols e Shen
(2015) também tiveram sucesso na previsao de séries temporais financeiras através da LSTM
tradicional, assim como Gao, Chai e Liu (2017) que estimaram o comportamento de agdes

utilizando as RNNss.

Desta forma, o presente trabalho utiliza a versao classica do modelo LSTM, desenvolvida por
Hochreiter e Schmidhuber (1997) com o objetivo de verificar qual a capacidade de previséo de
séries temporais financeiras de um modelo LSTM “puro” comparativamente a um modelo

LSTM hibrido que se utiliza das estimagdes de um modelo GARCH.

3. METODOLOGIA

Nessa sec¢do, sera explanada a abordagem metodoldgica para a previsdo do comportamento dos
precos das principais agdes da bolsa de valores brasileira (B3). Como método de estudo, optou-
se pelo uso da analise de séries temporais, definidas como “sequéncias de dados quantitativos
relativos a momentos especificos e estudados segundo sua distribui¢do no tempo” (Wiener,
1966), ratificando que tal método se aplica a diferentes finalidades e campos de conhecimento,
desde a forma de aperfeicoar o fluxo de estoque numa empresa, a programacéo de compra de
matéria prima ou mesmo para dimensionar o fluxo de vendas em um empreendimento

comercial. (Antunes & Cardoso, 2015).

Dentro dos modelos de analise de séries temporais financeiras, utiliza-se neste trabalho o

modelo de rede neural LSTM, introduzido por Hochreiter e Schmidhuber (1997).

3.1.Base de Dados

A base de dados do presente estudo refere-se as principais empresas listadas na bolsa de valores
brasileira e foi coletada utilizando a plataforma Yahoo Finance!. Para este estudo, foram

selecionadas as empresas que, em maio de 2024, representaram mais de 1% do volume total

! https://finance.yahoo.com
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negociado na bolsa, totalizando 21 empresas. O critério de 1% foi escolhido para garantir que
a andlise seja focada nas empresas de maior relevancia e liquidez no mercado, considerando
que ativos com volumes negociados muito baixos podem apresentar alta volatilidade e
comportamentos atipicos, o que poderia distorcer os resultados ou torna-los menos

representativos para aplicacOes praticas. Abaixo, seguem as empresas selecionadas:

Tabela 1: Empresas com mais de 1% em participacao

Empresa Cadigo Empresa Cadigo
Ambev ABEV3 JBS JBSS3
Banco BTG Pactual BPAC11 Petrobras PETR3
Banco do Brasil BBAS3 Petrobras PETR4
BB Seguridade BBSE3 PetroRio PRIO3
B3 B3SA3 Raia Drogasil RADL3
Bradesco BBDC4 Rede D'Or RDOR3
Equatorial Energia EQTL3 Localiza RENT3
Eletrobras ELET3 Suzano SUZB3
Embraer EMBR3 Vale VALE3
Italisa ITSA4 Weg WEGES3
Ital Unibanco ITUB4

Fonte: Dados da pesquisa.

As séries temporais cobrem o periodo de 1° de janeiro de 2000 a 7 de maio de 2024 e incluem
um total de 15 variaveis para o primeiro modelo, que aqui serd nomeado como “Modelo LSTM
Puro” e 16 variaveis para o segundo modelo, denominado “Modelo Hibrido GARCH-LSTM”.
O intervalo escolhido foi definido com o objetivo de incluir um historico suficientemente longo
para capturar diferentes regimes de mercado, ciclos econdmicos e eventos significativos que
podem influenciar os pregos das acdes. Essa abrangéncia temporal permite que os modelos

aprendam padrdes complexos que podem ser Uteis na previsao de séries financeiras.

Para o Modelo LSTM Puro, as variaveis sao:
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Tabela 2: Variaveis do modelo

Variavel

Descrigdo

Preco de abertura

Preco méximo do dia

Preco minimo do dia

Preco de fechamento

Preco de fechamento ajustado

Retorno diario absoluto

Retornos diario absoluto quadrado

Logaritmo do retorno absoluto

Variagdo percentual do retorno diario

Log da variagdo % do retorno diario

Desvio pad. do log dos retornos (30 dias)

Desvio pad. do log dos retornos (60 dias)

Variancia dos precos de fechamento (30 dias)

Variancia dos precos de fechamento (6 dias)

O primeiro preco pelo qual uma acéo foi negociada no inicio de

um determinado dia de negociagao.
O maior preco pelo qual uma acdo foi negociada durante o dia.
O menor preco pelo qual uma acdo foi negociada durante o dia.

O ultimo preco pelo qual uma agéo foi negociada no final de um

dia de negociacéo.

O preco de fechamento ajustado para eventos corporativos como

dividendos, desdobramentos de a¢des ou fusdes.

Diferenca entre os precos de fechamento de dois dias

consecutivos, representando a variagdo absoluta do preco.

O retorno diério absoluto elevado ao quadrado, frequentemente

usado para medir a volatilidade.

Diferenca dos logaritmos naturais dos precos de fechamento de

dois dias consecutivos, usada para suavizar variacdes extremas.

Diferenga percentual entre os retornos diarios de dois dias

consecutivos, representando a taxa de variagéo.

Logaritmo natural da variagdo percentual do retorno diario, usado

para suavizar as flutuacdes de alta frequéncia.

Desvio padrao dos logaritmos dos retornos diarios calculado em

janelas moveis de 30 dias, usado para medir a volatilidade.

Desvio padrao dos logaritmos dos retornos diarios calculado em

janelas moveis de 60 dias, usado para medir a volatilidade.

Variancia dos precos de fechamento calculada em janelas méveis

de 30 dias, usada para medir a dispersdo dos pregos.

Variancia dos precos de fechamento calculada em janelas méveis

de 6 dias, usada para medir a dispersdo dos pregos em curto prazo.
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Variavel Descricdo

) Rate of Change (ROC) no preco de fechamento em uma janela de
ROC do preco de fechamento (10 dias) . ] o
10 dias, usada para medir a taxa de variagdo do prego.

Fonte: dados da pesquisa

Para 0 Modelo Hibrido GARCH-LSTM, acrescentou-se a seguinte variavel:

e Estimacdo da volatilidade diaria calculada a partir do modelo GARCH(1,1). O modelo
GARCH foi aplicado aos dados de variacdo percentual para modelar a volatilidade
condicional. Assim, a volatilidade condicional gerada pelo modelo GARCH foi usada

como uma entrada adicional no modelo de rede neural.

Cabe destacar que ap0s a coleta dos dados, quaisquer valores nulos resultantes foram removidos
e por fim, para o cumprimento dos objetivos, necessita-se de softwares computacionais a fim
de executar os testes, analises, estimagdo e modelagem dos dados. Para tanto, utilizou-se a
plataforma computacional Google Colab, em linguagem Python, com pacotes especificos de

séries temporais.

3.2.Preparacao dos Dados para Redes Neurais

Os dados foram normalizados através da normalizacdo Min-Max para garantir que todas as
caracteristicas tivessem a mesma escala, o que é crucial para o treinamento eficiente de modelos
de redes neurais. Para séries temporais financeiras, onde a distribui¢do dos dados pode variar
significativamente, a normalizacdo Min-Max preserva a relagdo entre os valores, 0 que € crucial
para capturar padrdes temporais. Sua formula é dada por:

xX—p

)
X max— X min

Xnorm -

onde:
e X o valor original da variavel.
e 1 ¢ amédia dos valores da variavel.

® X max € 0Vvalor maximo da variavel.
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® X nin €0 Vvalor minimo da variavel.

Em seguida, os dados foram organizados em sequéncias temporais para alimentar os modelos

LSTM. Utilizou-se uma janela deslizante de 20 dias para criar sequéncias de entrada e saida:
e Sequéncias de Entrada (X): Conjunto de 20 dias consecutivos de dados normalizados.
e Sequéncias de Saida (): Dados do dia seguinte ao final da sequéncia de entrada.

Os dados foram divididos em conjuntos de treinamento (80%) e teste (20%).

3.3.Construcéo e Treinamento dos Modelos LSTM

A arquitetura do modelo utilizado neste estudo é composta por uma combinacéo de uma camada
Long Short-Term Memory (LSTM) e véarias camadas densas (fully connected), como ilustrado

na Figura 2. Tal arquitetura foi baseada nos experimentos de Liu e So (2020) e adaptadas para
a realidade do trabalho.

Istm_input | input: | [(None, 20, 15)]
InputLayer | output: | [(None, 20, 15)]

) J
Istm input: | (None, 20, 15)

LSTM | output: (None, 32)

) J
dense | input: | (None, 32)

Dense | output: | (None, 64)

dense_1 | input: | (None, 64)

Dense | output: | (None, 32)

Y
dense_2 | input: | (None, 32)

Dense | output: | (None, 16)

Y
dense_3 | input: | (None, 16)

Dense | output: | (None, 8)

dense_4 | input: | (None, 8)

Dense | output: | (None, 15)

Figura 2: Arquitetura do modelo
Fonte: Dados de pesquisa
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A camada de entrada do modelo processa dados sequenciais com 20 passos de tempo, cada um
contendo 15 features (variaveis). A camada LSTM, com 32 unidades, é responséavel por
capturar as dependéncias temporais nos dados, preservando informag6es importantes ao longo
da sequéncia. Em seguida, os dados passam por uma serie de cinco camadas densas, que
gradualmente reduzem a dimensionalidade dos dados de 64 para 15 unidades na Ultima camada.
Assim, resumidamente, tem-se uma camada LSTM com 32 unidades, seguida por quatro
camadas densas (64, 32, 16, 8 unidades) com funcédo de ativacao tanh e uma camada de saida.
Essa reducdo progressiva permite que o modelo capture padrdes complexos nos dados,
ajustando-se de maneira eficiente as variacOes presentes nas séries temporais. Ademais, 0s
modelos foram treinados por 100 épocas com um tamanho de batch de 100, utilizando 20% dos

dados de treinamento para validagéo.

O modelo foi executado 10 vezes para cada uma das acOes, tanto para o LSTM puro quanto
para 0 GARCH-LSTM, e os resultados médios dos erros (MSE, RMSE e MAE) foram
utilizados para avaliar a adequacao de cada modelo as diferentes séries temporais. A escolha
por realizar 10 execugdes foi baseada na analise de convergéncia dos resultados: a partir desse
namero de repeticdes, os valores obtidos apresentaram pouca variagdo, indicando estabilidade
nos erros médios e tornando desnecessario um nimero maior de execugdes. Optou-se pela ndo
utilizacdo do MAPE (Mean Absolute Percentage Error) por ter se apresentado extremamente
alto em situac6es quando os valores reais sao proximos de zero, o que pode distorcer a avaliacdo

do modelo.

No que tange a arquitetura do modelo GARCH-LSTM, ressalta-se que ela é similar ao modelo
LSTM Puro, diferenciando pela quantidade de features, no qual foi incluido uma variavel

adicional que é a volatilidade condicional estimada pelo modelo GARCH.

3.4. Avaliagédo do Modelo

Os modelos foram avaliados utilizando os dados de teste. As previsdes do comportamento do
preco das acOes foram comparadas com o comportamento real do preco destas acOes, e as
seguintes métricas de erro foram calculadas a fim de verificar o grau de assertividade dos

modelos:

e Erro Quadratico Médio (MSE): Mede a média dos quadrados dos erros ou desvios,

ou seja, a diferenca entre os valores previstos e os valores observados.



18

e Raiz do Erro Quadratico Médio (RMSE): Raiz quadrada do MSE, fornece uma

medida de erro na mesma escala que os dados originais.

e Erro Absoluto Médio (MAE): Média das diferencas absolutas entre os valores

previstos e observados.

Devido a natureza estocéstica do modelo LSTM, em que os resultados podem variar a cada
execucdo, foi adotada a estratégia de rodar cada um dos modelos (LSTM Puro e GARCH-
LSTM) 10 vezes para cada uma das 21 ac¢Ges analisadas. Para cada execuc¢éo, foram calculados
os erros médios absolutos (MAE), os erros quadraticos médios (MSE) e as raizes dos erros
quadraticos médios (RMSE). A média desses valores foi entdo utilizada para comparar a
performance dos modelos em cada acgdo, permitindo uma avaliagdo mais robusta sobre qual

modelo se adequa melhor a cada série temporal especifica.

4. RESULTADOS

Nesta secdo sdo apresentados os resultados da pesquisa, obtidos através da metodologia descrita
acima, com a utilizacdo da plataforma computacional Google Colab, em linguagem Python,
onde o modelo LSTM Puro e o0 modelo Hibrido GARCH-LSTM foram comparados para
determinar qual apresentou melhor desempenho na previsao dos pregos das acfes. A analise
incluiu uma comparacédo detalhada das métricas de erro e a avaliagdo visual das previsdes em
relacdo aos dados reais. Além disso, os resultados mostraram que a média das métricas de erro
(MSE, RMSE e MAE) calculadas a partir de 10 execucdes apresentou consisténcia e permitiu
uma comparacdo robusta entre os modelos LSTM puro e GARCH-LSTM. A Tabela 3
demonstra que essa abordagem ¢é eficaz para avaliar a adequacdo de cada modelo as diferentes

séries temporais.

4.1.Visualizacdo Gréfica

A andlise visual dos gréaficos do comportamento dos precos de uma acdo € uma ferramenta
fundamental em financas e investimentos. No contexto especifico deste trabalho, a ideia sera

comparar as previsoes graficas dos dois modelos comparativamente aos dados reais.
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Dessa forma, foram analisadas 21 agdes utilizando os modelos propostos e para cada uma
dessas acOes, foram gerados graficos que ilustram o comportamento dos pregos reais em
comparagdo com as previsdes. No entanto, para manter o foco e evitar que o trabalho se torne
excessivamente extenso, optou-se por apresentar apenas uma amostra representativa desses
graficos. Assim, foram apresentadas duas a¢des que obtiveram melhores resultados no modelo
LSTM Puro, duas a¢cdes com melhores resultados no modelo GARCH-LSTM, e duas agdes
cujos resultados foram similares, ou seja, apresentaram menos de 1% de variacdo dos erros

comparativamente.

4.1.1. Acbes com melhores resultados junto ao modelo LSTM Puro
4.1.1.1. Petrobras (PETR4)

Observa-se no grafico de PETR4 (Figura 3) que a linha vermelha, que corresponde as previsoes
do modelo LSTM Puro, tende a acompanhar de forma mais proxima a linha cinza, do
comportamento real do preco da acdo, ao longo de todo o periodo analisado.

Em contrapartida, a linha azul, representando as previsdes do modelo GARCH-LSTM,
apresenta maior dispersdo em relacdo ao preco real, indicando que 0 GARCH-LSTM pode estar
tendo dificuldade em capturar as oscilagcbes mais rapidas do mercado, resultando em previsdes

menos precisas.
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Comportamento real vs Previsao de PETR4

—— Comportamento real
0.5 - Previsao do modelo LSTM Puro
— Previsao do modelo GARCH-LSTM
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Figura 3: Comportamento gréfico do ativo PETR4
Fonte: Dados da pesquisa

Verifica-se ainda que em periodos como o que compreende 0s anos de 2023 a 2024, o modelo
LSTM Puro parece se ajustar mais rapidamente e de forma mais precisa a tendéncia de alta
observada, enquanto 0 GARCH-LSTM mostra uma maior defasagem e desvio em relacéo ao
comportamento real. Em contraste, 0 modelo GARCH-LSTM, apesar de capturar a direcdo

geral da tendéncia, frequentemente superestima ou subestima 0s precos.

Portanto, para o caso especifico da PETR4, o modelo LSTM Puro é preferivel, uma vez que
proporciona previsdes mais alinhadas com o comportamento real do mercado, tornando-se uma
ferramenta potencialmente mais Util para analises e tomadas de decisdo baseadas em previsdes

de precos.

41.1.2. B3 (B3SA3)

Tal como no caso anterior, 0 LSTM Puro demonstra uma maior proximidade com os valores
reais ao longo de todo o periodo, especialmente em periodos de queda acentuada e recuperacao,
como observado no primeiro semestre de 2021 e em vérias outras flutuagdes ao longo do

periodo, conforme demonstrado na figura 4. 1sso sugere que 0 modelo LSTM Puro foi mais
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eficaz em replicar as oscilagdes reais do preco da agdo B3SA3.

Comportamento real vs Previsao de B35A3
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Figura 4: Comportamento gréafico do ativo B3SA3
Fonte: Dados da pesquisa

Durante periodos de alta volatilidade, como no inicio de 2021 e no final de 2023, o modelo
LSTM Puro se ajusta de forma mais precisa as variacbes do mercado, enquanto 0 modelo
GARCH-LSTM mostra previsdes que descolam do comportamento do preco e que por todo o

gréafico observa-se uma superestimacéo das variagoes.

Dessa forma, verifica-se que, para a acdo B3SA3, o modelo LSTM Puro é preferivel ao
GARCH-LSTM, proporcionando previsoes que refletem de maneira mais fiel o comportamento

real dos precos.

4.1.2. Acbes com melhores resultados junto ao modelo GARCH-LSTM

4.1.2.1. Bradesco (BBDC4)

Na figura 5, 0 GARCH-LSTM est& mais préximo do comportamento real em comparagao ao

modelo LSTM Puro, sugerindo que ele conseguiu capturar melhor as flutuac6es e tendéncias
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dos precos da agdo BBDC4 ao longo do tempo.

Comportamento real vs Previsdo de BBDC4
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Figura 5: Comportamento grafico do ativo BBDC4
Fonte: Dados da pesquisa
Em periodos em que ha alta volatilidade, como no inicio de 2021 e em meados de 2022, o
GARCH-LSTM se ajusta mais precisamente as mudancas bruscas de preco, ao passo que 0
LSTM Puro destoa dos precos reais especialmente durante as variagdes mais significativas.

Em momentos especificos, como durante a queda de preco no final de 2023 e no inicio de 2024,
0 GARCH-LSTM refletiu com maior precisdo as minimas e maximas observadas nos dados
reais, enquanto o LSTM Puro apresentou maior discrepancia nesses pontos, com previsdes que

superestimam 0s precos.

4.1.2.2. Vale (VALE3)

Similarmente, & situacdo anterior, a previsdes do modelo GARCH-LSTM segue mais de perto

0 comportamento real dos precos de VALE3, conforme pode ser visto na figura 6, em
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comparagdo ao LSTM Puro. Pode-se verificar que o modelo LSTM Puro apresenta desvios
maiores em relacdo aos valores reais, especialmente entre o final de 2021 até o periodo final da
analise (maio de 2024). Esses desvios sdo visiveis nas areas onde a linha vermelha se afasta

significativamente da linha cinza.

Comportamento real vs Previsao de VALE3
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Figura 6: Comportamento gréfico do ativo VALE3
Fonte: Dados da pesquisa

Assim sendo, o grafico sugere que a combinacdo do modelo GARCH-LSTM ajuda a suavizar
as flutuaces bruscas e a fornecer previsdes mais confidveis em relacdo a captura da dindmica

real dos precos.

4.1.3. AcOes com resultados semelhantes para os dois modelos

4.1.31. ltadsa (ITSA4)

Com relacdo ao comportamento dos precos da ITSA4, verifica-se na figura 7 que ambos 0s

modelos se comportaram de forma similar quanto a previsdo dos precos. Em praticamente todo
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0 periodo de anélise, o preco real do ativo permaneceu acima das estimativas feitas pelos
modelos e, além disso, verifica-se que ndo ha como concluir sobre qual modelo obteve maior

assertividade.

Comportamento real vs Previsdo de ITSA4
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Figura 7: Comportamento gréafico do ativo ITSA4
Fonte: Dados da pesquisa

Dessa forma, ambos 0s modelos apresentam desvios em relagdo aos valores reais, mas esses
desvios sdo pequenos e ocorrem em diferentes momentos, reforcando a ideia de que a escolha

entre os modelos pode ser indiferente.

4.1.3.2.  PetroRio (PRIO3)

A mesma andlise feitaem ITSA4, pode ser verificada em PRIO3, dado que em alguns periodos,
a previsdo do LSTM Puro aproxima mais do preco real, enquanto que em outros momentos, o

modelo GARCH-LSTM apresenta maior eficacia na captura das flutuacdes reais.
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Figura 8: Comportamento gréafico do ativo PRIO3
Fonte: Dados da pesquisa

2024-05

O destaque para esse grafico, esta no fato de que ambos os modelos fizeram boas previsdes até

o0 primeiro semestre de 2023. Contudo, hd um descolamento das previsées de ambos 0os modelos

apos o referido periodo, podendo ser justificado pelo fato de ter havido uma lateralizacdo do

dos precos, o que demonstra uma ineficiéncia na captura dos pre¢os reais em momentos de

baixa volatilidade.

4.2.Erro de Previsdo: Comparacdo das métricas de erro (MSE, RMSE, MAE) entre

os dois modelos.

A comparagdo das métricas de erro, como o Erro Quadratico Médio (MSE), a Raiz do Erro
Quadratico Médio (RMSE) e o Erro Absoluto Médio (MAE), é fundamental para a analise de

dados e desenvolvimento de modelos. No presente estudo, analisar as métricas de erro entre

dois modelos permite avaliar qual modelo faz previsdes mais precisas em comparagdo aos
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dados reais observados. O MSE, RMSE e MAE medem o desvio das previsdes em relagdo aos

valores reais, e quanto menor forem os erros, mais preciso é o modelo.

Assim sendo, busca-se agora identificar qual dos dois modelos (LSTM Puro e GARCH-LSTM)
apresentou melhor desempenho quando se analisa 0 MAE, RMSE e MSE. Vale aqui destacar
que para a construcao da Tabela 2 foi necessaria a extracdo da média de 10 execucdes de cada
um dos modelos para todas as 21 ac6es a fim de identificar qual dos dois modelos, LSTM Puro
ou GARCH-LSTM, apresentou melhor desempenho em termos de MAE, RMSE e MSE. Essa
abordagem permitiu minimizar a variabilidade inerente as execu¢des do modelo LSTM, onde
cada execucdo apresenta um novo resultado. Dessa forma, foi possivel determinar com maior
seguranca qual modelo é mais adequado para cada uma das acOes analisadas. Abaixo, sdo

resultados encontrados para as médias calculadas:

Tabela 3: Média das 10 execucdes dos erros obtidos

RMSE MSE RMSE MAE
MSE MAE
Acéo (LSTM (GARCH- (GARCH- (GARCH-
(LSTM Puro) (LSTM Puro)
Puro) LSTM) LSTM) LSTM)
ABEV3 0,00261566 0,050281 0,045169 0,002962 0,053634 0,049704
B3SA3 0,0019322  0,041654 0,03896 0,004154 0,059745 0,057426

BBAS3 0,00379188 0,056879 0,044024 0,002967 0,050773  0,035925
BBDC4 0,00056515 0,023088 0,018152 0,000433 0,02028  0,015353
BBSE3  0,00072856 0,026854 0,020589 0,000784 0,0278 0,021751
BPAC11 0,00122637 0,033999 0,026469 0,001185 0,033903 0,026313
ELET3 0,00252084 0,047678 0,041089 0,001921 0,042554 0,036226

EMBR3 0,00096775 0,030826 0,01771 0,000884 0,029581 0,017174
EQTL3 0,02266338 0,148152 0,133392 0,02272 0,148014 0,133407
ITSA4  0,00206818 0,045065 0,03363 0,0021 0,044803 0,035097

ITUB4  0,00182524 0,040958 0,033402 0,001661 0,03953  0,029731
JBSS3 0,01358346  0,114455 0,083528 0,015374 0,122663 0,088828
PETR3  0,00139045 0,035732 0,025122 0,001036 0,031414  0,021995
PETR4 0,0010301  0,030671 0,021571 0,001579 0,037293 0,026438




27

RMSE MSE RMSE MAE
MSE MAE
Acao (LSTM (GARCH- (GARCH- (GARCH-
(LSTM Puro) (LSTM Puro)
Puro) LSTM) LSTM) LSTM)
PRIO3  0,00121209 0,034815 0,026838 0,000708 0,026601 0,020377
RADL3 0,0357767  0,180285 0,168096 0,031654 0,169042 0,156122
RDOR3 0,01234193 0,094525 0,087906 0,007821 0,070919 0,065471
RENT3 0,05934801 0,241287 0,234972 0,067519 0,250814  0,244372
SUzB3 0,00186813 0,029366 0,024239 0,002471 0,031859 0,025347
VALE3 0,00281444 0,050162 0,040486 0,00193 0,043307 0,032365
WEGE3 0,05984397 0,243779 0,220317 0,053506 0,229362 0,207307

Fonte: Dados de pesquisa

Para uma melhor apresentacdo dos resultados, a tabela 3 demonstra qual o melhor modelo

encontrado para cada uma das 21 a¢des:

Tabela 3: Comparacdo dos erros

B Melhor Melhor Modelo (RMSE)

Acao Melhor Modelo (MAE)
Modelo (MSE)

ABEV3 LSTM Puro LSTM Puro LSTM Puro

B3SA3 LSTM Puro LSTM Puro LSTM Puro
GARCH-

BBAS3 GARCH-LSTM GARCH-LSTM
LSTM
GARCH-

BBDC4 GARCH-LSTM GARCH-LSTM
LSTM

BBSE3 LSTM Puro LSTM Puro LSTM Puro
GARCH-

BPAC11 GARCH-LSTM GARCH-LSTM
LSTM
GARCH-

ELET3 GARCH-LSTM GARCH-LSTM
LSTM
GARCH-

EMBR3 GARCH-LSTM GARCH-LSTM

LSTM
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N Melhor Melhor Modelo (RMSE)

Acéo Melhor Modelo (MAE)
Modelo (MSE)

EQTL3* LSTM Puro GARCH-LSTM LSTM Puro

ITSA4* LSTM Puro GARCH-LSTM LSTM Puro
GARCH-

ITUB4 GARCH-LSTM GARCH-LSTM
LSTM

JBSS3 LSTM Puro LSTM Puro LSTM Puro
GARCH-

PETR3 GARCH-LSTM GARCH-LSTM
LSTM

PETR4 LSTM Puro LSTM Puro LSTM Puro
GARCH-

PRIO3* GARCH-LSTM LSTM Puro
LSTM
GARCH-

RADL3 GARCH-LSTM GARCH-LSTM
LSTM
GARCH-

RDOR3 GARCH-LSTM GARCH-LSTM
LSTM

RENT3 LSTM Puro LSTM Puro LSTM Puro

SUZB3 LSTM Puro LSTM Puro LSTM Puro
GARCH-

VALE3 GARCH-LSTM GARCH-LSTM
LSTM
GARCH-

WEGE3 GARCH-LSTM GARCH-LSTM
LSTM

Fonte: Dados da pesquisa

Nota: * = empresas que apresentaram uma diferenca menor ou igual a 1% entre os dois modelos

Nessas tabelas, “LSTM Puro” e “GARCH-LSTM” indicam o modelo que apresentou 0s

melhores resultados para MSE, RMSE e MAE em cada ag¢do. Em (*) estdo marcadas as 3

empresas (EQTL3, ITSA4 e PRIO3) que apresentaram uma diferenca menor ou igual a 1%

entre os dois modelos, o que significa que investidor pode ficar indiferente na escolha de um

modelo em detrimento do outro. Verifica-se também que essas mesmas empresas apresentaram

mudanca na escolha do melhor modelo, a depender de qual a medida de erro seré utilizada. A
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empresa EQTL3, demonstrou uma melhor previsdo para 0 modelo LSTM Puro, caso seja
utilizado o MSE e MAE mas por outro lado apresentou um melhor resultado para o modelo
GARCH-LSTM na utilizacdo do RMSE. A mesma analise pode ser feita com a acdo ITSA4.
No caso da empresa PRIO3, os valores do MSE e RMSE demonstraram uma melhor previsdo
para 0 modelo GARCH-LSTM e ja a medicdo do MAE demonstrou que o modelo LSTM Puro

obteve o melhor resultado.

Assim sendo, a escolha pelo melhor modelo utilizando a média dos erros (MSE, RMSE e

MAE), revelou que:

e MSE (Mean Squared Error): O modelo GARCH-LSTM obteve melhor desempenho em

12 das 21 ac@es, enquanto 0 modelo LSTM Puro se mostrou superior em 9 acdes.

e RMSE (Root Mean Squared Error): O modelo GARCH-LSTM apresentou menor

RMSE em 14 das a¢6es, comparado ao modelo LSTM Puro, que foi melhor em 7 acdes.

e MAE (Mean Absolute Error): Para 0 MAE, o modelo LSTM Puro apresentou 0s
menores valores em 10 acdes, enquanto 0 modelo GARCH-LSTM foi superior em 11

acoes.

Esses resultados indicam que, embora 0 modelo GARCH-LSTM tenha se destacado em um
namero maior de agdes nos erros MSE e RMSE, a diferenca entre os modelos é menos clara
guando se considera 0 MAE, onde os resultados sdo mais equilibrados. Essa analise reforca a
necessidade de uma avaliacao cuidadosa ao escolher o modelo mais adequado, considerando as
caracteristicas especificas de cada série temporal e o tipo de erro que é mais relevante para a
aplicacdo em questdo. Por outro lado, observa-se que o modelo GARCH-LSTM apresentou
melhores resultados para a maioria das acGes brasileiras. Isso significa que a inclusdo da
estimacdo da volatilidade como uma variavel dentro do modelo LSTM, pode trazer melhores

previsdes do comportamento do preco das agdes brasileiras.

Cabe destacar que, neste trabalho, ndo foram utilizadas validagdes cruzadas para os erros, o que
poderia fornecer uma perspectiva adicional sobre a robustez dos modelos em diferentes
particbes dos dados. Contudo, em series temporais, sua aplicacdo exige cautela, pois as
observacgdes tém dependéncia temporal, e 0 embaralhamento dos dados, tipico da validacdo
cruzada tradicional, pode violar essa dependéncia. No presente trabalho, optou-se por nédo
utilizar validacédo cruzada nos erros devido a natureza sequencial dos dados financeiros, em que

a preservacdo da ordem cronoldgica é fundamental para garantir a integridade das previsoes.
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A justificativa para o aumento da complexidade do modelo GARCH-LSTM, em comparagéo
com 0 modelo LSTM puro, estd nos ganhos de precisdo obtidos. Embora o modelo GARCH-
LSTM seja mais complexo devido a adicdo da estimacdo de volatilidade, os resultados
demonstram que essa complexidade adicional € compensada por previsdes mais precisas para
amaioria das acdes. Por exemplo, a analise gréfica e as métricas de erro indicam que o GARCH-
LSTM consegue capturar melhor as flutuacGes e tendéncias dos precos. Portanto, a combinacéo
dos modelos justifica 0 aumento da complexidade, pois proporciona uma melhoria significativa
na precisao das previsdes, o que é crucial para a tomada de decisées no mercado financeiro. A
capacidade do GARCH-LSTM de integrar a volatilidade condicional como uma variavel
adicional permite uma modelagem mais robusta e detalhada das séries temporais financeiras,

resultando em previsfes mais confiaveis.

Embora o modelo GARCH-LSTM tenha demonstrado uma melhoria geral na previsdo dos
precos das acdes, houve casos em que 0 modelo LSTM puro apresentou resultados superiores.
Essa observacdo pode ocorrer pois em alguns casos pode haver um sobreajuste do Modelo
GARCH-LSTM que ocorre quando o modelo se ajusta muito bem aos dados histéricos, mas
perde a capacidade de generalizar para novos dados, resultando em previsdes menos precisas.
Outro fator que pode explicar essa situacao é que algumas acdes podem apresentar padrbes de
volatilidade que sdo mais estaveis ou menos complexos, tornando a inclusdo do modelo
GARCH menos benéfica. Nesses casos, 0 modelo LSTM puro, que se concentra em capturar

as dependéncias temporais dos dados, pode ser mais eficaz.

Cabe elencar que no presente trabalho, utilizou-se como base de dados os valores diarios das
principais aces de mercado brasileiro. Contudo hd um vasto mundo de outros ativos
negociados pelo mundo que apresentam caracteristicas distintas se comparado a essas acoes,
como a quantidade de negociacGes didrias, a participacdo ou ndo de empresas de HFT (High
Frequency Trading) nas negociacfes dos papeis, tipo de arbitragem, dentre outros. Titulos
corporativos, por exemplo, sdo negociados em uma frequéncia menor e em volumes maiores
do que a¢des, com diferentes variaveis afetando preco e rendimento. Da mesma forma, moedas
e criptomoedas tém suas proprias nuances, e uma rede neural treinada em um tipo de ativo e a
generalizacdo deve ser feita com cautela. Além disso, fatores externos, como noticias,
mudancas regulatorias, decisbes macroeconémicas e até eventos inesperados, podem
influenciar diretamente os precos dos ativos. O modelo apresentado, por ser exclusivamente
baseado em dados histdricos, ndo incorpora diretamente essas influéncias externas, mas a

integracdo de variaveis externas, como indicadores macroeconémicos ou analises de sentimento
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baseadas em noticias, poderia ampliar sua capacidade de captura dessas dindmicas.

5. CONSIDERACOES FINAIS

O comportamento dos precos no mercado de acOes é naturalmente suscetivel a instabilidades
ocasionadas por fatores econdmicos, politicos e sociais, fazendo com que os precos dos ativos
financeiros sofram oscilacdes, denominada volatilidade, e a utilizacdo de modelos de previsdes
ajudam o investidor no processo de tomada de decisGes. Assim, caracteristicas inerentes as
empresas, como preco atual, histérico de precos, retorno diario, variabilidade dos precos,
desvio-padrdo e estimacdo da volatilidade, tendem a ser altamente observadas pelos
investidores.

No processo de decisdo de escolha de a¢Bes, hd um numero finito de ativos que devem ser
classificados considerando muitos critérios diferentes e conflitantes. Ao se investir numa
determinada acdo, os tomadores de decisdo devem também considerar diversas outras variaveis
para uma escolha mais racional, como perspectiva de ganhos, risco financeiro, probabilidade
de perdas e previsdes quanto ao comportamento destes ativos.

Desta forma, o presente estudo abordou dois instrumentos utilizados para a estimacdo do
comportamento dos precos das principais acdes do mercado de acdes brasileiro entre 0s anos
de 2000 e 2024. Ambos os modelos estdo inseridos no viés da inteligéncia artificial onde o
primeiro modelo € o de redes neurais LSTM de 15 variaveis, e no outro adiciona-se ao modelo
LSTM, uma varidvel com viés estatistico que € a estimacado da volatilidade desses ativos através
do modelo GARCH, admitindo que que a volatilidade do passado também pode influenciar a

estimacgédo do preco das acgdes para o futuro.

Os resultados encontrados foram sugestivos e apontaram que um modelo do tipo GARCH-
LSTM, que incorpora termos de volatilidade condicional ao modelo de redes neurais, seria mais
apropriado para se prever o comportamento dos precos da maioria das 21 agdes analisadas.
Observou-se que a raiz do erro médio ao quadrado (RMSE) encontrado nas estimacdes, sugeriu

que 0 modelo GARCH-LSTM foi mais indicado para 66,6% das a¢des; o erro quadrado médio
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(MSE), sugeriu uma indicacdo para 57,1% das empresas; ja o erro médio absoluto (MAE)
sugeriu que 0 GARCH-LSTM é indicado para 52,3% das aces.

Apesar das previsdes encontradas neste trabalho sugerirem a utilizagdo do modelo GARCH-
LSTM, salienta-se que a utilizacdo destes modelos precisam ser usados de forma prudente. Ao
se utilizar de modelos de redes neurais, o investidor precisa entender que a cada nova execugao
do algoritmo, o modelo passa por um novo aprendizado, 0 que pode por vezes sugerir um
modelo em detrimento a outro. Dessa forma, a execucdo do algoritmo para cada um dos
modelos deve ser feita de forma estressante, para que o investidor consiga ter uma média tanto
do comportamento dos precos, quanto dos erros encontrados nos resultados. Assim, para um
melhor entendimento desta ideia, seria necessario “estressar” cada um dos modelos para cada
uma das acGes ao longo do tempo e em varias janelas temporais. Uma area de interesse que se
encaixa bem com RNNs diz respeito as negociacBes no mercado de acbes baseado nos
sentimentos das noticias. Usar RNNs para analisar e classificar rapidamente manchetes de
noticias ou relatorios de lucros como positivos ou negativos poderiam agregar os resultados do
trabalho. Outro ponto que merece destaque é que, embora a divisdo simples entre treino e teste
tenha sido utilizada neste estudo, a implementacdo da validacdo cruzada poderia melhorar
significativamente a robustez e a confiabilidade dos resultados. Estudos futuros podem explorar
a aplicacdo de validacdo cruzada k-fold ou outras técnicas de validacao cruzada para otimizar
a avaliacdo dos modelos de previsdo de séries temporais, especialmente em contextos onde a
variabilidade estocastica € uma preocupacdo importante. Por fim, valeria a pena considerar
arquiteturas de rede neural alternativas para esse problema. Ajustes na arquitetura atual, como

nos hiperparametros ou 0 numero de periodos podem agregar os resultados.

Os modelos hibridos GARCH-LSTM tém um grande potencial de aplicacdo em diversos
contextos além dos mercados de a¢fes, como o0 mercado de criptomoedas (conhecidos por sua
alta volatilidade); mercado de commaodities como petr6leo, ouro e prata; mercado de moedas

(Forex); mercado de titulos (Bonds); e 0 mercado de Energia.

Desta forma, h4 um grande campo de aplicacdo para a utilizacdo de modelos de redes neurais
LSTM combinados com variaveis de séries temporais, 0 que pode agregar aos estudos sobre

risco e retorno.
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